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Streszczenie: Artykut skupia sie na analizie danych z wykorzystaniem teorii zbiorow przyblizonych oraz roznych metod, takich jak
algorytm genetyczny, klasyfikacja za pomocq zestawu reguf i metoda walidacji krzyzowej. Przedstawiono takze kompletny proces analizy
danych przy uzyciu programu RSES. Wykorzystany zbior danych oraz wyniki analizy zostaly omowione w kontekscie teorii zbiorow
przyblizonych. Artykul konczy si¢ podsumowaniem i wnioskami skupiajgcymi si¢ na aspekcie skutecznosci wspomnianych metod w analizie
zbioru danych oraz efektywnosci programu W kwestii przeprowadzania w nim analiz.

Stowa kluczowe: Teoria zbioréw przyblizonych, zbior danych, analiza danych, klasyfikacja danych, RSES

Analysis of the car acceptability assessment dataset using rough set theory and the RSES program

Abstarct: The article focuses on data analysis using rough set theory and various methods such as the genetic algorithm, rule set
classification and the cross-validation method. The complete data analysis process using RSES is also presented. The dataset used and the
results of the analysis are discussed in the context of rough set theory. The article concludes with a summary and conclusions focusing on the
aspect of the effectiveness of aforementioned methods in analysing the dataset and the efficiency of the program in terms of performing
analysis in it.
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przez Zdzistawa Pawlaka, stanowi potezne narzgdzie do
modelowania i analizy niepewno$ci w danych. Program
RSES natomiast umozliwia efektywna implementacj¢ tej
teorii, wspierajac badaczy w ekstrakcji istotnych informacji
z danych oraz identyfikacji regut decyzyjnych.

1. WSTEP

W dzisiejszym dynamicznym $rodowisku rynkowym ocena
akceptowalnos$ci produktow, w tym samochodéw, jest
kluczowym wyzwaniem. Aby skutecznie wspiera¢ proces
podejmowania decyzji, badacze coraz czeSciej siegaja po
zaawansowane metody analizy danych. W kontekscie oceny
akceptowalnosci samochodow, teoria zbiorow
przyblizonych stanowi potezne narzg¢dzie, pozwalajac na
skomplikowang analiz¢ danych =z uwzglgdnieniem
niejednoznacznosci i niepewnosci.

Artykut skupi si¢ na opisie procesu analizy danych
zwigzanych z oceng akceptowalnosci samochodow,
poczawszy od zebrania zbioru danych az do uzyskania
wnioskOw na  podstawie  zastosowane]  metodyki.
Przedstawione zostang kroki podejmowane w trakcie
analizy, w tym przygotowanie danych, identyfikacja cech
istotnych dla oceny akceptowalnosci oraz konstrukcja
modelu opartego na teorii zbiorow przyblizonych.

Celem niniejszego artykulu jest przedstawienie analizy
zbioru danych dotyczacego oceny akceptowalnosci
samochodow  z  wykorzystaniem  teorii  zbiorow
przyblizonych oraz programu RSES (Rough Set Exploration
System). Teoria zbiorow przyblizonych, wprowadzona

W efekcie, artykut ma na celu nie tylko zaprezentowanie
zastosowania teorii zbiorow przyblizonych i programu
RSES w kontekscie oceny akceptowalnosci samochodow,
ale takze udzielenie czytelnikowi praktycznych wskazowek



dotyczacych analizy danych z wykorzystaniem tych
narzedzi. Prezentowane podejScie  moze  stanowic
warto$ciowy wktad w rozwdj metodologii analizy danych w
obszarze motoryzacji oraz by¢ inspiracja dla kolejnych
badan zwiazanych z oceng preferencji konsumentow w
innych dziedzinach.

2. TEORIA ZBIOROW PRZYBLIZONYCH

Teoria zbiorow przyblizonych, wprowadzona przez
profesora Zdzistawa Pawlaka, stanowi rozszerzenie
klasycznej teorii zbioréw, z naciskiem na analiz¢ zbiorow w
warunkach niepewnos$ci. Zbior przyblizony jest kluczowym
pojeciem tej teorii. Sktada si¢ on z dwodch czesci:
przyblizenia dolnego i gérnego. Te dwie czgs$ci pozwalaja
na okreslenie pewnosci przynaleznosci elementéw do
zbioru.

W  kontek$cie analizy zbioréw, teoria  zbiorow
przyblizonych umozliwia elastyczne modelowanie relacji
miedzy elementami a zbiorami, zwlaszcza gdy pewnos¢
decyzji jest ograniczona. Dzigki zastosowaniu logiki
trojwartosciowej ta teoria pozwala na uwzglednienie
roznych stopni przynaleznosci, gdzie elementy moga
naleze¢ do zbioru, nie naleze¢ wcale lub pozostawaé w
stanie nieokre§lonym.

Wariant tej teorii, znany jako zbiér przyblizony rozmyty,
dodaje jeszcze jeden poziom elastycznosci, umozliwiajac
stopniowanie przynaleznos$ci elementow do zbioru. Istnieje
takze mozliwos$¢, ze dany element moze naleze¢ zaréwno
do przyblizenia dolnego, jak i goérnego, co wyraza pewna
niepewnosc.

Stosujac teori¢ zbiordw przyblizonych w analizie zbiorow,
badacze 1 praktycy mogg skutecznie radzi¢ sobie z
sytuacjami, w ktorych brak pelnej pewnosci co do
przynaleznosci elementéw do okreslonych zbioréw. Ta
teoria znalazta zastosowanie w dziedzinach takich jak
eksploracja danych, sztuczna inteligencja i systemy
decyzyjne, gdzie wazne jest uwzglednienie niepewnosci
przy podejmowaniu decyzji.

3. METODY

Do przeprowadzania analizy zbioru danych wykorzystano
opisane ponizej metody.

I. Algorytm genetyczny:

Algorytm  genetyczny to  heurystyczna  metoda
optymalizacyjna oparta na zasadach ewolucji biologicznej.
Reprezentuje potencjalne rozwigzania problemu za pomoca
genotypow, ktore ewoluuja w populacji. Proces ewolucji
obejmuje etapy selekcji, krzyzowania i mutacji. Selekcja
ocenia jako$¢ genotypow 1 faworyzuje te najbardziej
obiecujace, ktore maja wigksza szans¢ na przekazanie
swojego materialu genetycznego do kolejnej generacji.
Krzyzowanie polega na wymianie informacji genetycznej
miedzy rodzicami, tworzac potomstwo, ktére moze
posiada¢  kombinacj¢ cech obu rodzicow. Mutacja
wprowadza niewielkie losowe zmiany w genotypie,
zwigkszajac réznorodnos¢ populacji.

Algorytm genetyczny zaczyna od losowej populacji, a
nastepnie iteracyjnie powtarza cykle selekcji, krzyzowania i
mutacji, aby osiggnac lepsze rozwigzania. W kazdej iteracji
oceniane sg genotypy pod katem ich dopasowania do
okre$lonych  kryteriow.  Algorytm ma  zdolno$¢
przeszukiwania przestrzeni rozwigzan, adaptacji do
zmiennych warunkow i znajdowania rozwigzan zblizonych
do optymalnych. Ostateczny wynik to genotyp
reprezentujacy znalezione optymalne rozwigzanie lub
zestaw rozwigzan. Wykorzystanie algorytmu genetycznego
w generowaniu reduktow i regut jest Scisle zwigzane z
teorig zbioréw przyblizonych. Moze by¢ on efektywnym
narzgdziem do ekstrakeji istotnych informacji z danych w
kontekscie tej teorii.

W przypadku generowania reduktéw, algorytm genetyczny
moze by¢ uzywany do identyfikacji zbioréw cech, ktore sa
minimalne (redundantne) i jednocze$nie wystarczajace do
opisania zbioru danych. Redukt w teorii zbiorow
przyblizonych jest pewnym podzbiorem atrybutow, ktory
minimalizuje utrat¢ informacji przy klasyfikacji obiektow.
Algorytm genetyczny moze by¢é wykorzystany do
optymalizacji tego procesu, przeszukujac przestrzen
mozliwych reduktow.

W kontekscie generowania regut, algorytm genetyczny
moze pomé6c w znalezieniu zestawu regul decyzyjnych,
ktore opisuja dane zgodnie z koncepcja zbiorow
przyblizonych. Reguly te sa zazwyczaj konstruowane na
podstawie relacji migdzy atrybutami, a algorytm genetyczny
moze optymalizowa¢ ich skuteczno$¢, eliminujac
niepotrzebne warunki lub redundancje.

Il. Klasyfikacja za pomocg zestawu regul:
Klasyfikacja za pomocg zestawu regul polega na
wykorzystaniu  logicznych  regut  decyzyjnych do



przyporzadkowywania obiektow do okreslonych klas.
Kazda reguta w zestawie opisuje warunek lub kombinacje
warunkow, ktoére musza by¢ spetnione przez dany obiekt,
aby zostal on zaklasyfikowany do konkretnej klasy. W
przypadku  klasyfikacji, reguly te sa zazwyczaj
konstruowane na podstawie cech lub atrybutéw obiektow
oraz zwigzanych z nimi warto$ci.

W procesie klasyfikacji za pomocg zestawu regul, obiekt
jest analizowany na podstawie warunkéw opisanych w
kolejnych regutach. W momencie spetnienia warunku danej
reguly, obiekt zostaje przyporzadkowany do
odpowiadajacej] mu klasy. W przypadku, gdy obiekt nie
speinia warunkow zadnej reguly, moze by¢ przypisany do
domyslnej klasy lub pozosta¢ niezaklasyfikowany.

Zaleta klasyfikacji za pomoca zestawu regut jest ich
zrozumiato$¢ i interpretowalnos¢. Reguty decyzyjne moga
by¢ czytelnie sformulowane, co wufatwia zrozumienie
procesu klasyfikacji nawet dla oséb bez specjalistycznej
wiedzy. Ponadto, takie podejScie pozwala na latwa
modyfikacj¢ regut w miar¢ pojawiania si¢ nowych danych
lub potrzeb zwigzanych z analiza.

Klasyfikacja za pomoca zestawu regul w konteks$cie teorii
zbiorow przyblizonych umozliwia elastyczne podejscie do
rozpoznawania wzorcow decyzyjnych, ktore moga zawieraé
pewng stope niepewnosci lub przyblizenia. Wykorzystujac
teori¢ zbiorow przyblizonych w procesie konstrukcji regut,
klasyfikacja staje si¢ bardziej odporna na zmiennos¢
danych, a reguly sa bardziej elastyczne w odzwierciedlaniu
realnych zalezno$ci miedzy atrybutami a decyzja. W
rezultacie klasyfikacja oparta na zestawie regul staje si¢
poteznym narzgdziem w modelowaniu skomplikowanych
relacji decyzyjnych w obecnosci niepewnosci i przyblizen.

I1l. Klasyfikacja za pomocg metody walidacji
krzyzowej:
Klasyfikacja za pomoca metody walidacji krzyzowej to
podejscie do oceny wydajnosci modelu, ktore minimalizuje
wplyw losowoséci podczas podziatu danych na zbior
treningowy 1 testowy. W metodzie tej dane sa dzielone na
kilka podzbiorow, nazywanych foldami. Nastgpnie model
jest wielokrotnie trenowany i testowany na roznych
kombinacjach tych podzbioréw, zawsze uzywajac jednego
jako zbioru testowego 1 pozostatych jako zbiorow
treningowych. To pozwala na bardziej stabilne i
reprezentatywne oszacowanie skutecznos$ci modelu.

Podczas kazdej iteracji, model jest trenowany na jednym
zbiorze treningowym i testowany na zbiorze testowym.

Proces ten powtarza si¢ tyle razy, ile jest foldow.
Ostateczna skuteczno$¢ modelu to $rednia wynikow
uzyskanych we wszystkich iteracjach. Walidacja krzyzowa
pomaga w lepszym zrozumieniu, jak dobrze model
generalizuje si¢ do nowych danych, minimalizujac ryzyko
przetrenowania na  konkretnym  zestawie  danych
treningowych.

Metoda ta jest szczegdlnie przydatna w sytuacjach, gdzie
ograniczone ilosci danych moga wprowadzi¢ pewna
losowos¢ w procesie oceny modelu. Klasyfikacja za
pomocg walidacji krzyzowej jest powszechnie stosowana w
uczeniu maszynowym i statystyce, aby dostarczy¢ bardziej
obiecktywnej 1 rzetelnej oceny wydajnosci modelu, co
przyczynia si¢ do jego lepszej adaptacji do roznych
warunkow.

W kontekscie teorii zbioréw przyblizonych, klasyfikacja za
pomoca walidacji  krzyzowej pozwala uwzglednié
réznorodno$¢ danych treningowych i testowych, co ma
szczegblne znaczenie w sytuacjach, gdzie ograniczone
zasoby danych moga prowadzi¢ do wprowadzenia
losowos$ci. Poprzez wiclokrotne trenowanie i testowanie
modelu na roéznych podzbiorach danych, walidacja
krzyzowa umozliwia bardziej wiarygodne oszacowanie
skutecznosci modelu, co przyczynia si¢ do bardziej stabilnej
oceny jego zdolnosci do doktadnej klasyfikacji nowych,
nieznanych danych. W ten sposob, klasyfikacja za pomoca
walidacji krzyzowej, zblizajac si¢ do filozofii teorii zbioréw
przyblizonych, stara si¢ uwzgledni¢ niepewno$¢ i
przyblizenia w procesie oceny modelu, co prowadzi do
bardziej obiektywnych i rzetelnych wynikow.

4. WYKORZYSTANY ZBIOR DANYCH

,Car Evaluation Database” to zbiér danych oceniajacy
akceptowalno$¢ samochodow stworzony w 1997 roku.
Powstal na bazie modelu decyzyjnego, ktéry analizuje
samochody pod katem takich kategorii jak cechy techniczne
czy komfort. Zawiera wpisy dotyczgce 1728 samochodow,
z 6 atrybutami wejSciowymi wsroéd ktorych znajduja sig
m.in. cena oraz liczba drzwi. Samochody sa klasyfikowane
jako ,unacc” (70.023% catego zbioru), ,acc” (22.222%
catego zbioru), ,,good” (3.993% catego zbioru) lub ,v-
good” (3.762% catego zbioru). Zbiér ten jest przydatny do
testowania metod konstruktywnej indukcji i odkrywania
struktury, ze wzgledu na znane hierarchie koncepcji.



5. ANALIZA ZBIORU ZA POMOCA PROGRAMU
RSES

Program RSES zapewnia funkcjonalno$ci umozliwiajace
przeprowadzenie analizy zbioru danych za pomocy
wczesniej wspomnianych metod. Procedura postgpowania
w celu realizacji tej analizy obejmuje zestaw krokéw, ktdre
zostaly opisane ponizej:

. Utworzenie projektu, dodanie obiektu tabeli i
wczytanie do niego danych
Projekt nalezy utworzy¢ poprzez wybranie opcji ,,New
Project” z zaktadki ,,File”, nastgpnie nalezy nacCisnaé
przycisk odpowiedzialny za dodanie tabeli z menu
znajdujacego si¢ po lewej stronie. W celu wezytania danych
do tabeli nalezy wybra¢ opcje ,Load” z menu
kontekstowego uprzednio dodanej tabeli. Program jest w
stanie zaimportowac dane z plikow zapisanych w formatach
.tab, .ros oraz .arff.

£ Table: car a’'Ed X
172817 buying maint doors perso... lug_b. safety class
o1 vhigh vhigh 2 2 small low unacc [~
0:2 vhigh vhigh 2 2 small med unacc =]
03 vhigh vhigh 2 2 small high unacc
14 vhigh vhigh med low unacc
: vhigh vhigh med med unacc
vhigh vhigh med high unacc
: vhigh vhigh big low unacc
0:8 vhigh vhigh 2 2 big med unacc
09 vhigh vhigh 2 2 big high unacc
5 vhigh vhigh 4 small low unacc
A vhigh vhigh 4 small med unacc
vhigh vhigh 4 small high unacc |
vhigh vhigh 4 med low unacc =

Rysunek. 1 Fragment wczytanego do tabeli zbioru danych

I1. Podzial tabeli na cze$¢ trenujgcg i testujacg
Podzialu mozna dokona¢ poprzez wybor opcji ,,Split in
Two” z menu kontekstowego tabeli. Pojawi sie wtedy okno
dialogowe, w ktorym nalezy poda¢ wspétczynnik podziatu.

4

Binary splitter

Split factor:
07 |

0K Cancel

Rysunek. 2 Okres$lanie wspotczynnika podziatu tabeli

111. Generowanie cigé na czesci treningowej
Generowanie ci¢g¢ umozliwia opcja ,,Generate cuts”
dostepna  w menu kontekstowym tabeli w kategorii

,Discretize”. Po jej wyborze nalezy jeszcze wybraé typ
metod, okresli¢ czy uwzgledni¢ atrybuty symboliczne oraz

Generate cuts (5|

Method choice
) Global method

i Local method Include symbolic attributes

Cuts to:

|car_trening |V|

Rysunek. 3 Okreslanie opcji generowania cigé

IV. Dyskretyzacja czeSci treningowej
Opcja dyskretyzacji, podobnie jak opcja generowania ciec,
rowniez jest umieszczona w Kategorii ,,Discretize”. Do
przeprowadzenia tej operacji konieczne jest wskazanie
konanych uprzednio ciec.

Discretize table

Cuts from:

car_trening

Rysunek. 4 Wskazywanie wygenerowanych cie¢ przy
dyskretyzacji tabeli

V. Wyliczenie reduktu na zdyskretyzowanej czeSci
treningowej
Redukty moga zosta¢ obliczone poprzez wybranie opcji
»Calculate reducts or rules” znajdujacej si¢ w kategorii
»~Reducts/Rules”. Aby tego dokona¢ nalezy wskazad
metodg, za pomoca ktorej zostang przeprowadzone
obliczenia, jej szczegdtowe ustawienia (jesli sa one mozliwe
do okreslenia) oraz ustawienia macierzy rozr6znialnosci.



Calculate reducts or rules

Reduct/Rule choice

Discernibility matrix settings

@ Reducts ) Full discernibility Modulo decision

' Rules (® Object related discernibility

Method
[] Don't discern with missing values

(Z) Exhaustive algorithm

r Genetic algorithm settings
@ Genetic algorithm g

() Covering algorithm @ High speed Number of reducts:
) LEM2 algorithm ! Normal Speed u

) Low speed

Generate to set:

or_venm_— <]

Cover parameter:

Rysunek. 5 Wybor i ustawienia metody stosowanej do
obliczenia reduktow oraz macierzy rozroznialno$ci

V1. Generowanie regul na wyliczonym redukcie
Program umozliwia generowanie regul bezposrednio z
poziomu reduktu. W tym celu z menu kontekstowego
reduktu nalezy wybra¢ opcje¢ ,,Generate rules” i okresli¢ czy
maja by¢ to reguty globalne czy lokalne.

Generate rules based on reducts

B

Rules generation settings

Train table from:

|r,ar_treningD{ |'| ) Global rules

@ All local rules

Decision rules to:

|car_trening[) |v|

Rysunek. 6 Ustawienia dotyczace generowania regut

VII. Dyskretyzacja czeSci testowej zbiorem cieé
Wygenerowanym na czesci treningowej
Krok ten jest analogiczny do kroku czwartego. Jedyna
roznica jest to, ze operacja przeprowadzana jest na czesci
testowej. Ponizej przedstawiono fragment tych danych po
dokonaniu dyskretyzacji.

ﬂ Table: car_testD
5197 buying maint doors Perso... lug_b... safety class
01 {vhigh} |"{highvhigh..| "{2,3}" {4} {small} | "<all rest>" unacc
0:2 {vhigh} |"{highvhigh..| "{2,3}" {41 “<all rest>" {low} unacc
0:3 {vhigh} |"{highvhigh..| "{2,3}" {41 “<all rest>" {med} unacc
04 {vhigh} |"{highvhigh..| "{2,3}" {41 “<all rest>" | "<all rest>" unacc
05 {vhigh} |"{highvhigh..| "{2,3}" | "<allrest>" | "<all rest>" | "<all rest>" unacc
06 {vhigh} “{high,vhigh... 2, {2} {small} {low} unacc
o7 {vhigh} “{high,vhigh... {2} {small} {med} unacc
0:8 {vhigh} “{high,vhigh... {2} {small} “<all rest>" unacc
09 {vhigh} “{high,vhigh... {2} {med} {med} unacc
10 {vhigh} ‘{high,vhigh... 31 “<all rest>" {med} {med} unacc

Rysunek. 7 Fragment danych cze$ci testowej po
dyskretyzacji

VIII. Klasyfikacja zdyskretyzowanych danych
testujacych z uzyciem wygenerowanych regut
Opcje umozliwiajace klasyfikacje danych umieszczone sg w
kategorii  ,,Classify” dostepnej z poziomu menu
kontekstowego tabel. W celu przeprowadzenia tego typu
klasyfikacji nalezy dokona¢ wyboru trybu testowania,
metody rozwigzywania konfliktow oraz zbioru regut.

Test table "car_testD" using rule set -

|

General test mode

Conflicts resolve by:

(8 Generate confusion matrix
() Simple voting
) Classify new cases

(® Standard voting

Rules from set:

car om0 |
Results to:
ooress ]

Rysunek. 8 Ustawienia klasyfikacji danych za pomoca
zbioru regut

IX. Klasyfikacja zbioru danych za pomoca metody
walidacji krzyzowej
Metode klasyfikacji za pomocg metody walidacji krzyzowe;j
mozna zastosowa¢ na bezposrednio wczytanym zbiorze
danych bez uprzedniego przeprowadzania na nim
jakichkolwiek operacji. Ta opcja rowniez jest dostepna z
poziomu kategorii ,,Classify” w menu kontekstowym tabel.
Po jej wybraniu uzytkownikowi ukazuje si¢ kompleksowe
okno dialogowe ze wszystkimi kluczowymi ustawieniami
powiazanymi ze wspomniang metoda.



e s ]

Type of classifier
Number of Folds:

(® Decision rules
10

 Decompasition tree
C kNN

O LTFC [] Discretization

| Change parameters of rule generation

Change shortening ratio

Parameters:

Discretization: NO

Algorithm of rules computation: EXHAUSTIVE|
Don't discern with missing values: FALSE

Shortening ratio: 1.0
Conflicts resolve by: STANDARD VOTING| |

Change method of resolving conflicts |

Results to:

0K

car -

[[] Show intermediate tables, classifiers and results

Rysunek. 9 Okno dialogowe z ustawieniami metody
walidacji krzyzowej

Program umozliwia przedstawienie wynikow klasyfikacji w
postaci macierzy pomytek, ktéora na skutek dziatania
wybranej metody klasyfikujacej zostaje zapisana jako
osobny obiekt. Przyktad prezentacji takie macierzy w
programie umieszczono ponize;j.

m Results of experiments by train&test method: car_testl

Predicted

RS 2% 3 3 R
i i & oy
car car_test car_testD car_testD

Rysunek. 11 Schemat projektu przeprowadzonej analizy
zbioru danych dotyczacych oceny akceptowalnosci
samochodow w programie RSES

6. WYNIKI

Analiza zostala przeprowadzona wedhug krokdéw opisanych
w poprzednim rozdziale dla roznej liczby reduktéw (10, 8,
6, 4, 2). Przy klasyfikacji za pomoca metody walidacji
krzyzowej, oprocz liczby reduktow, w analogiczny sposob
zmieniano rowniez liczb¢ foldow. Wyniki zostaty
przedstawione w ponizszych tabelach.

Tabela. 1 Wyniki klasyfikacji za pomocg zbioru regut dla
ACCC T (I No. LTob], | Acouracy | Coverage réznej liczby redukt(')vs_/
Actual awc. I T . 2 0118 ! Klasyfikacja za pomoca zbioru regut
go0d 0o [ o [ 7 | 1 20 055 1 Liczba reduktow Catkowita Catkowite
True positive rate | 0.86 1 0.24 0.5 .
doktadnos¢ pokrycie
:‘):i e ;,e:;.:d objects: 519 10 73,2% 100%
Tota1 coverage: 1 8 76,7% 100%
Rysunek. 10 Macierz pomytek dla klasyfikacji zbioru 6 74,6% 100%
danych dotyczacych oceny akceptowalnosci samochodéw 4 69,4% 100%
za pomocg zbioru regul na podstawie dziesigciu reduktow 2 70,9% 100%

Przeprowadzenie analizy zbioru danych dotyczacych oceny
akceptowalno$ci  samochodow za pomoca opisanych
powyzej krokéw  przyczynilo si¢ do  powstania
zamieszczonego ponizej schematu projektu w programie.

Przeprowadzajac klasyfikacje za pomocg zbioru regut dla
10 reduktéw, uzyskano catkowita doktadno$¢ na poziomie
73,2%, co oznacza, ze zredukowane przypadki testowe
zachowaly wysoka reprezentatywno$¢ w pordéwnaniu do
pelnej puli. Catkowite pokrycie wyniosto 100%, oznacza, ze
wszystkie obiekty zostaly uwzglednione w procesie
testowania.

W przypadku 8 reduktow, catkowita doktadno§¢ wzrosta do
76,7%, co wskazuje na skuteczno$¢ redukcji przy
minimalnej utracie reprezentatywnos$ci. Pokrycie utrzymato
Swoja wartosc.

Dla 6 reduktow osiggnigto catkowita doktadno$¢ na
poziomie 74,6%, co utrzymuje trend wysokiej skutecznosci




redukcji, a pokrycie w dalszym ciggu utrzymato poziom
100%.

W przypadku 4 reduktéow doktadnos¢ spadta do 69,4%, co
moze wskazywa¢ na wigksza utratg reprezentatywnosci
przy bardziej znaczacej redukcji przypadkow testowych,
mimo Ze catkowite pokrycie zostato utrzymane.

Redukcja do 2 przypadkéow testowych przyniosta catkowitg
doktadno$¢ na poziomie 70,9% bez zmian w catkowitym
pokryciu.

Wyniki te sugeruja, ze dobér odpowiedniej liczby reduktow
wptywa na efektywnos¢ procesu testowania, gdzie wysoka
doktadno$¢ zachowuje si¢ proporcjonalnie do stopnia
redukcji, cho¢ przy wigkszej redukc;ji istnieje ryzyko utraty
reprezentatywnosci.

Tabela. 2 Wyniki klasyfikacji za pomoca metody walidacji
krzyzowej dla r6znej liczby foldéw i reduktow

Klasyfikacja za pomocg metody walidacji krzyzowej
Liczba Liczba Catkowita Catkowite
foldow reduktow doktadnosé pokrycie

10 10 91,8% 98,7%

8 8 92,1% 98,8%

6 6 91,1% 98,9%

4 4 89,9% 99,5%

2 2 88,4% 99,6%

Koncentrujac si¢ na klasyfikacji z wykorzystaniem metody
walidacji krzyzowej dla 10 foldow i 10 reduktow osiagnigto
catkowita doktadno$¢ na poziomie 91,8%, przy
przetestowaniu 172 obiektow. Model uzyskal wysokie
pokrycie na poziomie 98,7%, co sugeruje, ze réznorodno$é
przypadkow testowych byta dobrze reprezentowana.

W przypadku 8 foldow i 8 reduktéw uzyskano podobnie
wysoka doktadnos¢ wynoszaca 92,1% na probie 216
obiektow. Pokrycie utrzymata si¢ na wysokim poziomie
98,8%.

Dla 6 foldéw i 6 reduktow catkowita doktadno$¢ wyniosta
91,1%, a liczba przetestowanych obiektow zwigkszyta si¢
do 288. Pokrycie pozostato na bardzo wysokim poziomie
98,9%.

Zmniejszenie liczby foldéw do 4 1 reduktow do 4
spowodowato spadek doktadnosci do 89,9%, ale pokrycie
minimalnie wzrosto, osiggajac 99,5% przy przetestowaniu
432 obiektow.

Dla 2 foldoéw i 2 reduktéw doktadno$¢ wyniosta 88,4% na
probie 864 obicktow, a pokrycie osiagngto najwyzszy
poziom 99,6%.

Podsumowujac, wyniki wskazujg na skuteczno$¢ modelu w
klasyfikacji, z uwzglednieniem réznych konfiguracji foldow
i reduktéw. Warto zauwazy¢, ze wicksza liczba foldow i
reduktow moze prowadzi¢ do lepszej generalizacji, ale
moze jednocze$nie wptywac na rozmiar proby testowej, co
nalezy uwzgledni¢ przy interpretacji wynikéw. Wysokie
pokrycie oznacza, ze réznorodno$¢ danych jest dobrze
reprezentowana w procesie walidacji krzyzowej.

7. PODSUMOWANIE | WNIOSKI

Artykul dotyczacy oceny akceptowalnosci samochodow za
pomoca teorii zbiordw przyblizonych i programu RSES
przedstawia kompleksowa analize z uzyciem réznych
metod, obejmujacych algorytm genetyczny, klasyfikacj¢ za
pomoca zestawu regutl oraz poprzez metode walidacji
krzyzowej. Zastosowanie teorii zbioréw przyblizonych w
polaczeniu z programem RSES pozwala na wszechstronng
analiz¢  zbioru danych oraz generowanie regul
klasyfikacyjnych.

Wyniki uzyskane =z analizy wskazuja na wysoka
skuteczno$é zastosowanych metod W ocenie
akceptowalno$ci ~ samochodéw.  Zaréwno  algorytm
genetyczny, jak i klasyfikacja za pomoca zestawu regul
prezentuja obiecujace rezultaty, co potwierdza uzytecznosé
tych podejs¢ w kontekscie analizy wspomnianych danych.

Program RSES okazuje si¢ by¢ efektywnym narzgdziem do
przeprowadzania analizy zbioru danych, generowania regut
klasyfikacyjnych oraz oceny skutecznosci klasyfikacji za
pomocg metody walidacji krzyzowej. Wyniki uzyskane na
rébznych etapach analizy potwierdzaja poprawnosé
zastosowanych procedur oraz skuteczno$¢ narzedzi uzytych
w badaniach.
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